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Argumentation	Mining:	Eine	neue	Methode	zur	automatisierten	Textanalyse	und	ihre	
Anwendung	in	der	Kommunikationswissenschaft	

	
Automatisierte	Inhaltsanalyse	in	der	Kommunikationswissenschaft	

Automatisierte	Inhaltsanalysen	haben	in	der	Kommunikationswissenschaft	und	verwandten	

Sozialwissenschaften	 in	den	 letzten	Jahren	deutlich	an	Bedeutung	gewonnen	(im	Überblick	

z.B.	 Scharkow,	 2012;	 Grimmer	 &	 Stewart,	 2013).	 Dabei	 befassen	 sich	 bislang	 die	meisten	

dieser	Studien	mit	dem	automatisierten	Erkennen	von	Themen	(z.B.	Scharkow,	2012;	Guo	et	

al.,	2016),	zunehmend	aber	auch	mit	dem	Erkennen	von	Bewertungen	(z.B.	van	Attefeldt	et	

al.,	2008;	Groshek	&	Al-Rawi,	2013;	Su	et	al.,	2016).	Der	Vorteil	der	automatisierten	Codierung	

besteht	vor	allem	darin,	dass	auch	sehr	große	Textmengen	kostengünstig	und	in	kürzester	Zeit	

untersucht	 werden	 können.	 Ihr	 Nachteil	 besteht	 zum	 einen	 darin,	 dass	 die	 meisten	

automatisierten	Verfahren	Medieninhalte	weniger	genau	erfassen	als	manuelle	Codierungen,	

z.B.	weil	sie	die	konnotative	Bedeutung	von	Texten	schlechter	erkennen	oder	nicht	in	der	Lage	

sind,	 rhetorische	Stilmittel	wie	 Ironie	zu	berücksichtigen	 (Lewis	et	al.,	2013).	Zum	anderen	

reduziert	die	Konzentration	auf	Verfahren	zur	Erkennung	von	Themen	und	Bewertungen	die	

hohe	Komplexität	vieler	manueller	Codebücher	auf	ein	Minimum	an	Kategorien.		

Während	 automatisierte	 Inhaltsanalysen	 lange	 vor	 allem	 mit	 Hilfe	 so	 genannter	

diktionärsbasierter	 Verfahren	 durchgeführt	 wurden,	 in	 denen	 Computerprogramme	 Texte	

nach	vorformulierten	Wörtern	oder	Wortkombinationen	durchsucht	haben,	wurden	diese	in	

letzter	Zeit	zunehmend	durch	Verfahren	ersetzt,	die	auf	dem	Prinzip	des	maschinellen	Lernens	

basieren.	Dies	hat	zum	einen	dazu	geführt,	dass	sowohl	Themen	(Guo	et	al.,	2016)	als	auch	

Bewertungen	(Hopkins	&	King,	2010)	mittlerweile	deutlich	exakter	erfasst	werden	können	als	

noch	 vor	wenigen	 Jahren.	 Zum	 anderen	 eröffnet	 das	 Verfahren	 des	maschinellen	 Lernens	

breitere	Analysemöglichkeiten,	weil	es	auf	viele	unterschiedliche	Fragestellungen	übertragen	

werden	kann.	Ein	zurzeit	in	der	Informatik	stark	diskutiertes	Verfahren	zur	Textanalyse,	das	

auf	 maschinellem	 Lernen	 basiert,	 ist	 das	 so	 genannte	 Argumentation	 Mining,	 das	

automatisierte	Erkennen	von	Argumenten	und	ihrer	Qualität.	Der	vorliegende	Beitrag	stellt	

dieses	Verfahren	vor.	

	

Argumentation	Mining	

Argumentation	 Mining	 (auch	 bezeichnet	 als	 Computational	 Argumentation)	 ist	 die	

maschinelle	Analyse	von	argumentativen	Strukturen	 in	natürlich-sprachlichem	Diskurs	 (van	
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Eemeren	et	al.,	2014).		Dazu	zählt	bspw.	die	automatische	Identifizierung	von	Behauptungen	

(„Claims“),	aber	auch	die	Erkennung	von	komplexeren	Strukturen,	 in	denen	Behauptungen	

untereinander	sowie	mit	passenden	Evidenzen	verknüpft	werden	müssen.	So	kann	z.B.	erfasst	

werden,	welche	Argumente	 für	oder	gegen	die	Aufnahme	von	Flüchtlingen	 in	öffentlichen	

Diskursen	 wie	 häufig	 erwähnt	 werden,	 und	 zwar	 unabhängig	 davon,	 wie	 die	 Argumente	

jeweils	formuliert	wurden.		Zudem	kann	mit	Hilfe	von	Argumentation	Mining	auch	die	Qualität	

von	 Argumenten	 erkannt	werden,	 z.B.	 ob	 sie	 durch	 Evidenzen	 gestützt	 sind	 oder	 sich	 auf	

vorhergehende	 Argumente	 beziehen.	 Dies	 wird	 möglich,	 weil	 moderne	Machine	 Learning	

Verfahren	 in	der	Lage	sind,	aus	geeigneten	Trainingsdaten	(also	manuell	codierten	Texten)	

argumentative	Muster	zu	lernen,	die	dann	Argumente	auch	in	zuvor	nicht	codierten	Texten	

erkennen	können.		

Dazu	 wird	 das	 Gesamtproblem	 typischerweise	 in	 mehrere	 Teilschritte	 zerlegt	 (Stab	 &	

Gurevych,	2017):	zunächst	müssen	argumentative	Textteile	erkannt	werden	(Segmentierung,	

typischerweise	auf	Satz-	oder	Clause-Ebene),	dann	müssen	die	relevanten	Teile	klassifiziert	

werden	 (Komponentenerkennung,	 bspw.	 um	 Behauptungen	 von	 Evidenzen	 zu	

unterscheiden).	Zuletzt	werden	die	Beziehungen	der	argumentativen	Textteile	untereinander	

analysiert	 (Relationen-Erkennung)	 und	 klassifiziert	 (Relationen-Klassifikation,	 bspw.	

unterstützende	oder	angreifende	Evidenzen).	Eines	der	aktuell	erfolgreichsten	Modelle	zur	

Erkennung	solcher	Strukturen	löst	dieses	Problem	mittels	des	sogenannten	Deep	Learning	–	

also	 tiefen	 Neuronalen	 Netzen,	 die	 in	 der	 Lage	 sind,	 Zusammenhänge	 auch	 über	 längere	

Textteile	 hinweg	 zu	 erkennen.	 Auf	 einem	 Datensatz	 aus	 Schüleraufsätzen	 erkennt	 dieses	

Modell	 etwa	 70%	 der	 argumentativen	 Komponenten	 korrekt	 (Eger	 et	 al.,	 2017).	 Andere	

Anwendungen	für	Argumentation	Mining	finden	sich	bspw.	im	juristischen	Bereich	(Mochales-

Palau	&	Moens,	2009),	in	der	automatisierten	Erstellung	von	Zusammenfassungen	(Habernal	

et	al.,	2014)	sowie	in	der	Analyse	von	wissenschaftlichen	Veröffentlichungen	(Kirschner	et	al.,	

2015).	Neben	der	Analyse	von	argumentativen	Strukturen	untersucht	Argumentation	Mining	

auch	 Argumentqualität	 (Wachsmuth	 et	 al.,	 2017),	 bspw.	 das	 Überzeugungspotenzial	 von	

Argumenten	(Habernal	&	Gurevych,	2016)	oder	die	Erkennung	von	typischen	Trugschlüssen	

(Hahn	&	Oaksford,	2006).	

Das	 Erkennen	 von	 Argumenten	 und	 ihrer	 Qualität	 ist	 auch	 für	 die	

Kommunikationswissenschaft	 in	 vielerlei	 Kontexten	 relevant.	 So	 ließen	 sich	 beispielsweise	

durch	eine	Erfassung	der	in	unterschiedlichen	Nachrichtenmedien	verwendeten	Argumente	
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in	 Wahlkämpfen	 oder	 politischen	 Konflikten	 Aussagen	 über	 redaktionelle	 Linien	 und	

allgemeine	Verzerrungen	in	der	Berichterstattung	treffen.	Die	Erfassung	der	Argumentqualität	

in	Fernsehdebatten,	Bundestagsreden	oder	auch	Sozialen	Medien	könnte	als	Indikator	für	die	

Qualität	 (politischer)	 Diskurse	 herangezogen	 werden	 usw.	 Die	 Übertragung	 von	

Argumentation	Mining	 auf	 kommunikationswissenschaftliche	 Fragestellungen	 ist	 allerdings	

keineswegs	trivial,	weil	massenmediale	Inhalte	argumentativ	oft	weniger	klar	strukturiert	sind	

als	 Essays	 oder	 wissenschaftliche	 Veröffentlichungen.	 Das	 Problem	 dabei	 ist	 v.a.,	 dass	

Argumente	in	verschiedenen	Diskurstypen	sehr	unterschiedliche	Gestalt	annehmen	können,	

und	dass	insb.	die	Bewertung	von	Argumentqualität	entscheidend	von	kontextuellem	Wissen	

abhängt.	Eine	Voraussetzung	zur	Verbesserung	der	automatischen	Verfahren	sind	geeignete	

Trainingsdaten.	Die	Erstellung	solcher	Ressourcen	ist	ebenfalls	Gegenstand	der	Forschung,	da	

es	kaum	Codierschemata	für	argumentative	Strukturen	oder	Argumentqualität	gibt,	die	auf	

heterogene	Diskurstypen	ausgelegt	sind	(Daxenberger	et	al.,	2017).	

	

Ausblick	

In	 einer	 explorativen	 Pilotstudie	 zu	 einem	 größeren	 Forschungsprojekt	 haben	 wir	 eine	

manuelle	Inhaltanalyse	der	Claim-Typen	in	fünf	zufällig	ausgewählten	Debatten	des	deutschen	

Bundestags	durchgeführt.	Unsere	Analysen	zeigen,	dass	das	automatisierte	Erkennen	dieser	

Claims	 mittels	 Argumentation	 Mining	 gut	 funktioniert.	 Selbstverständlich	 handelt	 es	 sich	

dabei	nur	um	einen	ersten	 Schritt	 in	 einem	weit	 komplexeren	Verfahren.	 In	den	weiteren	

Schritten	des	Projekts	wird	es	also	auch	darum	gehen,	Algorithmen	zu	entwickeln,	die	auf	

heterogene	Textformen	wie	z.B.	die	Inhalte	journalistischer	Nachrichtenmedien	anwendbar	

sind.	
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